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Abstrakt

V dnešńı době je využ́ıvána výpočetńı technika prakticky ve všech možných oborech vědy a techniky,
neurologie nevyj́ımaje. Poč́ıtačem prováděná analýza EEG záznamu (elektroencefalograf) velmi přisṕıvá
ke zpřesněńı diagnózy pacienta a zjednodušeńı práce lékař̊u. Poč́ıtač při analýzách může např. upozornit
jen na rizikové úseky EEG a lékař se tak nemuśı prokousávat několikahodinovými záznamy.

S dnešńım obrovským výpočetńım potenciálem poč́ıtač̊u maj́ı lidé možnost archivovat velká množstv́ı
dat, navzájem je sd́ılet a d́ıky internetu je mohou analyzovat i lékaři doslova na druhém konci světa.
Z toho prameńı velká potřeba spolupráce odborńık̊u r̊uzných oblast́ı jako je medićına a informatika, kteř́ı
se společně pod́ılej́ı na vývoji programů, analýz a metod zpracováńı biologických signál̊u.

1 Úvod

V této práci se zabývám porovnáńım algoritmů pro měřeńı časového zpožděńı mezi signály EEG. Signály
EEG jsou sńımány nejčastěji z povrchu skalpu a to 19 a 64 elektrodami, které jsou uspořádány dle
určité konvence (nejčastěji už́ıvaná je tzv. Montrealská konvence). Uspořádáńı tvoř́ı párové a nepárové
sondy. Pomoćı elektroencefalografu źıskáme soubor o 19 až 64 kanálech sńımaných současně a při znalosti
párových kanál̊u můžeme pomoćı analýzy zpožděńı mezi jednotlivými páry vytvořit soubor časového
vývoje zpožděńı. Tato informace se již dále dá využ́ıt pro sledováńı vývoje epileptického záchvatu.

Daľśı možnost́ı jak využ́ıt metody pro měřeńı zpožděńı mezi signály EEG, je pro včasnou detekci
epileptického záchvatu. Pokud se nacháźı mozek v normálńım stavu, je zpožděńı prakticky neměřitelné.
Ovšem při př́ıchodu záchvatu se zasažené části mozku sesynchronizuj́ı a zpožděńı zač́ıná být dobře
měřitelné. Problém však může nastat, pokud i při záchvatu bude zpožděńı nulové, nebo při velmi krátkých
(interiktiálńıch) záchvatech.

1.1 Pásma EEG signálu

Elektrické charakteristiky mozkových vln rozděluj́ı stavy vědomı́ do čtyř základńıch hladin. Pro pojem
hladiny se použ́ıvá také pojmu frekvenčńı pásma nebo rytmy [3].

Pásmo delta - při tomto stavu jsou výrazně utlumeny všechny životńı funkce. Nalézáme se v něm během
bezesného spánku, ale i během bezvědomı́, zp̊usobeného nemoćı či úrazem.

Pásmo theta - v tomto rytmu jde opět o výrazný útlum funkćı. Nalézáme se v něm při ospalosti, uśınáńı,
uvolněńı, ale i při lehké mozkové dysfunkci.

Pásmo alfa - v tomto rytmu tělo a mysl nereaguje na vněǰśı podněty, ale člověk je při plném vědomı́,
jde tedy o klid a relaxaci.

Pásmo beta - v tomto stavu je člověk zcela při vědomı́ a je připraven reagovat na vněǰśı podněty. Č́ım
vyšš́ı je dominantńı frekvence, t́ım v́ıce je člověk podrážděn, ve stavu úzkosti, apod.



1.2 EEG a epilepsie

Signály EEG zdravého člověka maj́ı charakter šumu (obrázek 1(a)), přičemž neńı pozorovatelná velká
aktivita v pásmu delta. Epileptických záchvat̊u existuje několik druh̊u, ale většinou je záchvat charakteri-
stický tzv. komplexem hrot–vlna. Velký nástup hrotu je zp̊usoben současným výbojem velkého množstv́ı
neuron̊u. Tyto neurony jsou vlivem epilepsie sesynchronizovány a při takovém záchvatu nejsou schopny
v mozku přenášet d̊uležité informace. Signál při záchvatu je na obrázku 1(b). Je vidět, že při takovém
pr̊uběhu je zvýšená aktivita v pásmu delta, což také signalizuje poškozeńı mozku. Z obrázku je také vidět,
že jsou zdeformované i signály v ostatńıch pásmech. Jak je tato deformace závadná je jasné z popisu pásem
v odstavci 1.1.
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Obrázek 1: EEG signál a jeho pásma

2 Metody

Zdánlivě jednoduchá úloha zjǐstěńı zpožděńı mezi dvěma totožnými signály přecháźı v úlohu ne až
tak jednoduchou v př́ıpadě měřeńı zpožděńı mezi signály, které jsou tvarově odlǐsné. Signály sńımané
z párových sond mohou být časově navzájem zpožděné a jsou si tvarově pouze podobné, protože každý
ze signál̊u procháźı jinou část́ı mozku a proto v každém kanálu docháźı k jiné deformaci tvaru. Prostým
překrýváńım jednotlivých signál̊u přes sebe, až je nalezena největš́ı podobnost, vznikla metoda korelačńı.
Tato metoda může občas selhat (jeden z př́ıpad̊u je př́ıtomnost nezanedbatelného šumu), proto je třeba
hledat daľśı metody. Tyto metody jsou popsány v následuj́ıćıch odstavćıch.

2.1 Korelačńı funkce

Jak již bylo napsáno, za touto metodou stoj́ı jednoduchá myšlenka vzájemného porovnáváńı signál̊u EEG
naměřených r̊uznými sondami. Vzájemná korelačńı funkce, pro kterou plat́ı vzorec

R12(τ) =
∞∑

k=−∞

s1(k + τ)s∗2(k), τ ∈ Z,

vystihuje podobnost dvou signál̊u pro r̊uzné vzájemné posuvy. Pokud vypoč́ıtáme celý vektor korelačńıch
koeficient̊u R(τ), tzn. pro všechny možné posuvy τ , bude jednomu určitému τ odpov́ıdat největš́ı korelačńı
koeficient R(τ)max. Potom toto τ je hledané zpožděńı.

Pro výpočet korelačńı funkce existuje v Matlabu funkce xcorr, ale tato funkce vypoč́ıtá celý vektor
korelačńıch koeficient̊u. Vzhledem ke skutečnosti, že zpožděńı mezi signály EEG se pohybuje mezi 0 až
40 ms (tj. zpožděńı 0 až 10 vzork̊u při fs = 250 Hz), neńı třeba vypoč́ıtávat celý vektor, ale jen jeho část,
proto je vhodné (vzhledem k ušetřenému výpočetńımu času a pamět’ovým nárok̊um) funkci pro výpočet



korelace nepatrně upravit. Př́ıklad vektoru korelačńıch koeficient̊u je na obrázku 2. Na obrázku 2(b) je
znázorněn detail vektoru okolo nulového posuvu. Jen taková část vektoru stač́ı pro určeńı zpožděńı.
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Obrázek 2: Pr̊uběh korelačńı funkce

Tato metoda je efektivńı a velice jednoduchá, z toho d̊uvodu ji už nebudu v́ıce popisovat, jej́ı výsledky
pouze použiji pro porovnáńı s daľśımi metodami a v př́ıpadech signál̊u bez šumu, nebo jen s malým šumem
ji lze považovat za referenčńı (z d̊uvodu největš́ı přesnosti).

2.2 Metoda DFT spektra

2.2.1 Realizace metody

Tato metoda využ́ıvá vlastnost́ı diskrétńı Fourierovy transformace a to, že mimo jiné nese informaci o fázi.
Diskrétńı Fourierova transformace je definována jako

S(Ω) =
∞∑

k=−∞

s(k)e−jΩk.

Pokud chceme pomoćı DFT spektra nalézt zpožděńı, je třeba vypoč́ıtat vzájemnou spektrálńı hus-
totu [4], která je definována jako

Sxy(ejΦ) = S∗x(ejΦ)Sy(ejΦ) = Sx(e−jΦ)Sy(ejΦ),

což je opět komplexńı funkce reálné proměnné a protože ji lze zapsat také následuj́ıćım zp̊usobem

Sxy(f) = Cxy(f) + jQxy(f) = |Sxy(f)|ejΦxy(f),

tak je možné pomoćı arkustangensu pod́ılu obou složek1 vypoč́ıtat funkčńı závislost vzájemné fáze na
frekvenci. V Matlabu je lze pro výpočet vzájemné spektrálńı hustoty možné použ́ıt funkci csd (cross
spectrum density), která použ́ıvá Welchovu metodu výpočtu a vyhlazeńı spektra, což je výhodněǰśı.

Welchova metoda vycháźı z principiálńı definice spektrálńı výkonové hustoty, ovšem spektra jsou
pr̊uměrována. Signál je segmentován na segmenty délky 2N , kde N je celé č́ıslo a jednotlivé segmenty
se překrývaj́ı, nejčastěji je voleno překryt́ı 50%. Každý segment je váhován váhovaćım oknem z d̊uvodu
potlačeńı jevu prosakováńı spektra. Z jednotlivých segment̊u se vypoč́ıtá spektrálńı hustota a hustoty pro
jednotlivé segmenty se zpr̊uměruj́ı.

Ŝs[k] =
1
L

L−1∑
i=0

|Si[k]|2

M

Výsledný pr̊uběh je d́ıky této metodě vyhlazeněǰśı a lépe se s ńım pracuje. Samozřejmost́ı je zvoleńı
kompromisu mezi počtem segment̊u a délkou segmentu, protože velký počet oken a velké délky segmentu

1Cxy je soufázová a Qxy je kvadraturńı složka vzájemného spektra



znamená př́ılǐs velké časové zpr̊uměrováńı hodnot a krátké segmenty znamenaj́ı zhoršeńı frekvenčńıho
rozlǐseńı. Blokové schéma Welchovy metody je znázorněno na obrázku 3.

w[m]xl[m] DFT 1
N
| . . . |2 pr̊uměr

x[n] Ŝx[k]

Obrázek 3: Welchova metoda výpočtu spektra

V př́ıpadě, že již známe pr̊uběh vzájemné fáze a nalezneme na kmitočtech, které jsou určuj́ıćı pro EEG
signál (cca 0− 40 Hz) téměř lineárńı pr̊uběh fáze, můžeme proložit pr̊uběh př́ımkou, přičemž sklon této
př́ımky udává hledané zpožděńı, které lze vypoč́ıtat jako

∆t =
∆ϕ

∆f · 2π
.

Př́ıklad pr̊uběh spektra a fáze je znázorněn na obrázku 4(a).

2.2.2 Koherence

Dosud byl popsán zp̊usob hledáńı zpožděńı pomoćı proložeńı pr̊uběhu fáze př́ımkou tak, že člověk musel
označit mı́sta, odkud kam se má pr̊uběh prokládat. Pokud chceme odečteńı zpožděńı zautomatizovat, je
třeba použ́ıt daľśı funkci, pro určeńı přibližně lineárńı části pr̊uběhu fáze.

Toto nám poskytuje tzv. koherence, což je mı́ra přesnosti vzájemné spektrálńı hustoty a je určena
jako kvadrát vzájemné spektrálńı hustoty dělený součinem jednotlivých spektrálńıch hustot

γ2
xy(f) =

|Sxy(f)|2

Sx(f)Sy(f)
, 0 ≤ γ2

xy(f) ≤ 1.

Ze vzorce je vidět, že koherence může nabývat hodnot v rozmeźı od 0 do 1, přičemž 0 odpov́ıdá nejmenš́ı
mı́̌re přesnosti a 1 maximálńı mı́̌re přesnosti vzájemné spektrálńı hustoty. Pokud je koherence na větš́ım
frekvenčńım rozsahu dostatečně velká, můžeme ř́ıci, že na stejném frekvenčńım rozsahu bude i lineárńı
část pr̊uběhu fáze. Př́ıklad pr̊uběhu koherence, jež ukazuje na lineárńı část pr̊uběhu fáze je nakreslen na
obrázku 4(b).
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Obrázek 4: Pr̊uběhy metody DFT spektra



2.3 Parametrická metoda

Parametrických metod a zp̊usob̊u, jak s nimi pracovat, je mnoho. Jednoduše řečeno jde o hledáńı racionálńı
lomené funkce přenosové funkce č́ıslicového filtru, která popisuje parametrický model. Parametrický model
má sv̊uj řád M a ve spektru potom modeluje M špiček. Tento řád modelu je třeba citlivě nastavit
(odhadnout [1]), protože podhodnocený resp. nadhodnocený model většinou funguje nesprávně.

Z uvedeného vyplývá, že nalezeńı parametrického modelu řádu M je aproximace spektrálńı hustoty
racionálńı lomenou funkćı stupně M metodou nejmenš́ıch čtverc̊u. Je zřejmé, že docháźı ke kompresi
(redukci) dat, protože signál o délce N je nahrazen M < N parametry. Také je vidět, že vytvářet
parametrický model o řádu M → N nemá smysl (Pro M = N má např. LPC spektrum stejný tvar jako
standardně vypoč́ıtané spektrum).

2.3.1 Typy model̊u

ARMA je autoregresńı model klouzavých součt̊u (autoregressive moving average model). Jde o nejpřesněǰśı
model, ale nalezeńı jeho parametr̊u je nejsložitěǰśı. Přenosová funkce syntetizuj́ıćıho filtru má nuly
i póly.

MA je model klouzavých pr̊uměr̊u (moving average model). Přenosová funkce syntetizuj́ıćıho filtru má
pouze nulové body. Nalezeńı parametr̊u vede na soustavu nelineárńıch rovnic, stejně jako v př́ıpadě
modelu ARMA.

AR je autoregresńı model (autoregressive model). Přenosová funkce syntetizuj́ıćıho filtru má pouze póly
a nalezeńı jeho parametr̊u vede na soustavu lineárńıch rovnic, proto je tento typ modelu použ́ıván
nejčastěji. V mém př́ıpadě jsem použil také AR model.

2.3.2 Estimace signálu

Podstatou metody je estimace signálu (Wienerova filtrace [2]), kterou lze definovat jako filtraci signálu
lineárńım filtrem tak, abychom źıskali signál požadovaný. Obecný estimátor je znázorněn na obrázku 5.
Na tomto obrázku je znázorněn filtr s impulzovou odezvou g[n], který generuje na svém výstupu signál

�

�g[n]
d̂[n] e[n]

d[n]

u[n]

Obrázek 5: Obecný estimátor

d̂[n] filtraćı signálu u[n]. Signál d[n] je analyzovaný, od kterého odeč́ıtáme signál filtrovaný. V př́ıpadě, že
je tento signál aproximován nejlépe (nalezen ideálńı model), bĺıž́ı se signál e[n] = d[n]− d̂[n] b́ılému šumu.
Po nalezeńı parametr̊u modelu lze pomoćı tohoto modelu a nekorelovaného šumu modelovat analyzovaný
signál.

2.3.3 Řešeńı Wienerovy filtrace

Řešeńı odvodil pan Norbert Wiener v podobě Wienerovy-Hopfovy rovnice, která použ́ıvá jako kritéria
minimalizaci středńı kvadratické chyby. Tento př́ıstup je statistický, proto je třeba, aby signály byly
stacionárńı. Chyba estimace je dána vztahem

e[n] = d[n]− d̂[n]

a následnými úpravami, které zde nepopisuji, źıskáme hledanou Wienerovu-Hopfovu rovnici

RuG = −Rud → G = −R−1
u Rud,

kde matice Ru je symetrická ekvidiagonálńı matice autokorelačńıch koeficient̊u, vektor G je vektor koe-
ficient̊u hledané impulzńı odezvy a vektor Rud je vektor vzájemných korelačńıch koeficient̊u. Řešeńı této
rovnice lze provést r̊uznými metodami (Gaussova eliminace apod.), v Matlabu pro inverzńı matici existuje
př́ıkaz inv, poté je již řešeńı velice jednoduché.



2.3.4 Estimace použitá pro měřeńı zpožděńı mezi signály EEG

V př́ıpadě měřeńı zpožděńı mezi signály nepotřebujeme syntézu, ale vystač́ıme si pouze s analýzou. Jako
vstupńı signály u[n] a d[n] použijeme dva EEG signály, mezi kterými chceme měřit zpožděńı.

Před započet́ım úkonu hledáńı parametrického modelu je dobré nejprve filtrovat vstupńı signály dolńı
propust́ı. Signály EEG obsahuj́ı frekvence do cca 40 Hz a pokud bychom hledali model pro celý rozsah
frekvenćı, který nám poskytuje záznam z př́ıstroj̊u, snažil by se algoritmus modelovat signál v celém
spektru. Protože řád AR modelu pro EEG signály se prakticky pohybuje v rozmeźı M = 4 ∼ 16, mohlo
by se stát, že by na část spektra, kde se vyskytuje EEG signál, zbylo jen málo spektrálńıch špiček. To by
vedlo na chybné určeńı fáze, potažmo zpožděńı.

Daľśım krokem je již nalezeńı impulzńı odezvy analyzuj́ıćıho filtru. Pomoćı této odezvy lze nalézt
frekvenčńı charakteristiku FIR2 filtru, což je komplexńı funkce reálné proměnné. Dı́ky tomu máme opět
možnost vypoč́ıtat fázi v závislosti na frekvenci. V Matlabu je to zajǐstěno opět interńı funkćı, a to funkćı
freqz. Tato fáze je vzájemná a lze ji použ́ıt stejným zp̊usobem jako v př́ıpadě metody DFT spektra, tzn.
že na relevantńıch kmitočtech hledáme přibližně lineárńı část pr̊uběhu a prolož́ıme ho př́ımkou, jej́ıž sklon
udává velikost zpožděńı.

V tomto př́ıpadě je ale úloha hledáńı lineárńı části jednodušš́ı, nebot’ v př́ıpadě parametrizace jde
vlastně o odhad spektra, tud́ıž je pr̊uběh spektra i fáze vyhlazen. Jak takový pr̊uběh vypadá je znázorněno
na obrázku 6(a).

Př́ımku lze proložit velmi jednoduše a to v počátečńı oblasti frekvenćı až do takových frekvenćı, dokud
je pr̊uběh fáze dostatečně lineárńı. To jsem zař́ıdil postupným prokládáńım a zkracováńım prokládaćı
př́ımky (použil jsem funkci polyfit) tak, aby odchylka regrese byla pod určitou empiricky stanovenou mez.
Př́ıklad nalezené části je vyobrazen na obrázku 6(b).
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Obrázek 6: Pr̊uběhy parametrické metody

2.3.5 Pr̊uběžné metody Wienerovy filtrace

Pr̊uběžné metody jsou použity totožně, jako byl dosavadńı popis, pouze k źıskáńı frekvenčńı charakteris-
tiky resp. fázové charakteristiky filtru nedojde blokově, ale adaptivně. Pr̊uběžně jsem Wienerovu filtraci
navrhl jednak gradientńım stochastickým algoritmem LMS (Least Mean Squares) a RLS algoritmem
(Recursive Least Squares) s předváhováńım.

U blokového řešeńı docháźı k načteńı kompletńıch signál̊u a jejich zpracováńı. U pr̊uběžných metod
je načteno pouze několik vzor̊u signál̊u a po jejich zpracováńı je načten daľśı vzorek a podle něj upraveny
parametry modelu. Takto docháźı k úpravám parametr̊u, dokud jsou k dispozici data.

Pr̊uběžné metody vykazuj́ı také dobré výsledky, ale v mnoha př́ıpadech určuj́ı zpožděńı špatně. To
je zp̊usobeno pravděpodobně komplexem hrot–vlna, který parametry modelu rozhod́ı. Pr̊uběžné metody
proto nepouž́ıvám a aby bylo možné je použ́ıt, bylo by třeba upravit uč́ıćı algoritmus tak, aby fungoval
lépe, než se mi zat́ım podařilo realizovat.

2finite impulse response



3 Testováńı a modely signál̊u

Pomoćı programu Matlab jsem měl možnost všechny zde popsané metody naprogramovat a použ́ıt reálná
a modelovaná data. Je nutno podotknout, že jsem nemohl hned testovat algoritmy na reálných signálech,
protože u takových signál̊u neznám skutečnou hodnotu zpožděńı. Proto jsem musel vymodelovat takový
signál, který by se spektrálně i časově co nejv́ıce podobal signálu reálnému. Hlavńı věc, na kterou jsem
se zaměřil, bylo vystihnout tvar komplexu hrot–vlna. To se mi celkem povedlo a potom i spektrum bylo
rozprostřeno hlavně na frekvenćıch stejných jako v př́ıpadě reálných signál̊u.

Teprve potom, kdy jsem otestoval algoritmy na modelovaných signálech a všechny tři vykazovaly
přibližně stejné (správné) hodnoty, viz. tabulka 1 a 2, jsem přešel na testováńı signál̊u reálných. Po
mnoha pokusech jsem došel k závěru, že všechny tři metody funguj́ı na reálných signálech správně, totiž,
že všechny metody vykazovaly přibližně stejných hodnot zpožděńı.

4 Porovnáńı metod

V tomto odstavci poṕı̌si, jakým zp̊usobem jsem porovnával jednotlivé algoritmy. Jako testovaćı signály
jsem použil moje modely, jejichž vzájemné zpožděńı je 20ms.

Nejprve jsem testoval, jak se algoritmy chovaj́ı pro r̊uzné délky EEG signál̊u. Nejpřesněǰśı v tomto
směru je metoda korelačńı, která vesměs pro všechny možné délky vykázala správné hodnoty. Metoda
DFT spektra je nepoužitelná pro signály kratš́ı než 256 vzork̊u, což je zp̊usobeno podstatou Fourierovy
transformace. Parametrická metoda při extrémně krátkých signálech již také nefunguje, ale funguje
s dostatečnou přesnost́ı pro podstatně kratš́ı signály, než metoda DFT spektra.

Délka signál̊u [vzorky] Korelačńı funkce DFT spektrum Parametrická metoda
∆t [ms] ε [%] ∆t [ms] ε [%] ∆t [ms] ε [%]

2420 20 0 18,71 −6,44 18,08 −9,59
1210 20 0 18,67 −6,62 18,44 −7,82
605 20 0 18,92 −5,39 17,72 −11,40
302 16 −20 2,02 −89,90 17,05 −14,74
151 16 −20 — — 15,21 −23,96
75 20 0 — — 21,47 7,37
37 20 0 — — 21,38 6,92
18 20 0 — — 3,19 −84,07
13 16 −20 — — 3,20 −84,01

Tabulka 1: Výsledky měřeńı pro r̊uzné délky signál̊u

V druhém př́ıpadě jsem přič́ıtal k signál̊um b́ılý šum a to se SNR=0dB (šum se stejným výkonem
jako užitečný signál) až SNR=10dB. Jak je z tabulky vidět, metody DFT spektra a parametrická funguj́ı
téměř bezchybně i při největš́ım šumu. Naopak metoda korelačńı pro SNR < 5dB již zač́ıná chybovat.
Nicméně už to je tak velký šum, který by se snad v laboratorńıch podmı́nkách neměl vyskytovat.

SNR [dB] Korelačńı funkce DFT spektrum Parametrická metoda
∆t [ms] ε [%] ∆t [ms] ε [%] ∆t [ms] ε [%]

0 79 295 22,0 10,0 20,56 2,81
1 40 100 18,8 −6,0 20,89 4,43
2 36 80 21,0 5,0 21,00 5,01
3 25 25 20,6 3,0 20,58 2,90
4 21 5 19,5 −2,5 20,55 2,73
5 21 5 17,5 −12,5 20,68 3,42
6 20 0 16,0 −20,0 20,84 4,19
7 20 0 16,7 −16,5 19,70 −1,51
8 20 0 17,0 −15,0 20,00 0,01
9 20 0 18,7 −6,5 18,81 −5,94

10 20 0 20,0 0,0 18,34 −8,31

Tabulka 2: Výsledky měřeńı pro r̊uzné SNR

Na obrázku 7 jsou vyobrazeny pr̊uběhy pro porovnáńı chybovosti jednotlivých metod.
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Obrázek 7: Porovnáńı naměřených zpožděńı r̊uznými metodami

5 Závěr

Předložené algoritmy funguj́ı všechny s dostatečnou přesnost́ı, ale každý z algoritmů dosahuje r̊uzných
výsledk̊u dle konkrétńıch podmı́nek (délka signálu a zašuměńı). Pokud uvažujeme signály bez aditivńıho
šumu, je nejpřesněǰśı metoda korelačńı, která ale zač́ıná chybovat při zvětšuj́ıćım se šumu. Pokud bychom
uvažovali proměnnou délku signál̊u i šum, tak pr̊uměrně vycháźı nejspolehlivěǰśı metoda parametrická.

Uvažujeme-li rychlost algoritmů, nejrychleǰśı je metoda korelačńı - potřebuje N(2N − 1) součt̊u a
N součin̊u, kde N je délka signál̊u. Pokud použijeme upravenou korelačńı metodu a vypoč́ıtáme pouze
ξ korelačńıch koeficient̊u, potřebuje metoda pouze N(2ξ − 1) součt̊u a N součin̊u.

Výpočet fázového DFT spektra potřebuje N2 komplexńıch součin̊u a N2 komplexńıch součt̊u, proto
je využ́ıvána FFT (Fast Fourier Transformation), která je prakticky dvakrát rychleǰśı.

U AR modelováńı je třeba sestavit matici o rozměru M×M , kde M je řád modelu, vyrobit jej́ı inverzi
a vynásobit s vektorem o velikosti M . Z výsledku je vypoč́ıtána frekvenčńı a fázová charakteristika.
Tento postup je třeba opakovat tak dlouho, dokud neńı nalezen optimálńı řád, což algoritmus poněkud
zpomaluje, ale i tak je rychleǰśı než metoda DFT spektra.

5.1 Daľśı práce

Touto praćı se již dále zabývat nebudu, ale výzkum v oblasti epilepsie neopoušt́ım. Nyńı se zabývám
zkoumáńım dostupných algoritmů pro predikci epileptických záchvat̊u a do budoucnosti se budu snažit
některý z nich realizovat v Matlabu.

Reference
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